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ノイズを考慮した人物行動の文法の教師なし学習

木谷 クリス 真実†1 佐 藤 洋 一†1 杉 本 晃 宏†2

自然言語の構文解析に用いられている確率文脈自由文法は，映像による人物の行動
解析にも使われており，その有効性が報告されている．しかしながら，文の単語列と
異なり，映像から得られる人物行動の記号列には多くのノイズが含まれているため，
行動文法の学習が困難になる．したがって，高精度の文法学習を行うためには，ノイ
ズ記号を除外した終端記号集合を特定する必要がある．そこで本研究では，最小記述
長原理に基づき，ノイズを除外した終端記号集合とそれにともなう文法の獲得手法を
提案する．提案手法では，終端記号の全組合せを評価し，各々の部分集合の下で得ら
れた文法の複雑さと観測データの記号列尤度とのトレードオフを定量化する．これに
より，評価値の高い終端記号集合と文法の候補を特定することができ，記号列に含ま
れるノイズを除去しつつ行動文法の基本構造を獲得することが可能となる．実験によ
り提案手法の有効性を示す．

Unsupervised Learning of Human Activity
Grammars from Noisy Input Sequences

Kris M. Kitani,†1 Yoichi Sato†1

and Akihiro Sugimoto†2

Context-Free Grammars have been shown to be useful for applications be-
yond natural language analysis, specifically vision-based human activity analy-
sis. However, vision-based symbol strings differ from natural language strings,
in that a string of symbols produced by video can contain noise symbols, making
grammatical inference very difficult. To obtain reliable results from grammati-
cal inference, it is necessary to identify these noise symbols. We propose a new
technique for identifying the best subset of terminal symbols to acquire the
best activity grammar. Our approach uses the Minimum Description Length
principle, to evaluate the trade-offs between model complexity and data fit to
quantify the difference between the results of each terminal subset. The evalua-
tion results are then used to identify of a class of candidate terminal subsets and
grammars that remove the noise and enable the discovery of the basic structure
of an activity. In this paper, we present the validity of our proposed method
based on experiments with artificial and real data.

1. は じ め に

文脈自由文法（Context-Free Grammar，以下 CFG）は自然言語のモデルとして広く知

られているが，人物の行動解析にも有用である．近年，映像による人物の行動解析に CFG

が適用され，その有効性が示されている1),2),4),5),12)．

CFGは記号集合と生成規則で形成され，与えられた文（単語列）の文法的な構造を階層

的に表現できることから，自然言語のモデルとしてふさわしい．一方，知覚心理学の観点

から，人物行動は階層構造を持つ行動の記号列として解釈できるとされていることから11)，

CFGは人物行動を表すモデルとしてもふさわしい．人物の行動解析には隠れマルコフモデ

ルや有限状態機械といった一次構造を持つモデルも提案されているが，階層構造を持つCFG

の方が人物行動を表すモデルとして適しているといえる．

CFGの応用にあたって，重要な課題の 1つとして，文法の定義があげられる．これまで

の研究は主に文法を事前に与え，その文法の応用に着目しているが，文法の学習には触れ

ていない．たとえば，Ivanovら1) は映像から人物の単位行動を HMMで出力し，確率文脈

自由文法（Stochastic Context-Free Grammar，以下 SCFG）で指揮者の手ぶりから拍子

を認識しているが，そこでは文法は手で与えられている．Moore ら5) は SCFG を用いて

Black Jackのゲームを認識し，さらに文法の事前知識を利用して，単発的な誤り（記号挿

入，置換と削除）に対処したが，文法はあらかじめ決められていた．同様に，Minnenら4)

は事前に定義した SCFGから得られる事前知識を利用し，人物行動の一時的な遮蔽に対応

した行動認識システムを実装している．

一方，映像から得られた人物行動の記号列から文法を学習する研究例は少なく，自然言語

解析で使用されている既存のアルゴリズムをそのまま適用することにとどまっている．Wang

ら10) は HMM の出力を単位行動として表し，その行動を記号化し，COMPRESSIVE 6)

（CFGの学習アルゴリズム）を用いて文法を学習するという手法を提案した．ただし，彼ら

の手法は低次の画像処理結果の精度に完全に頼っているため，画像処理の部分で問題が発生

した場合，文法の学習精度が落ちるという問題をかかえている．つまり，COMPRESSIVE
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87 ノイズを考慮した人物行動の文法の教師なし学習

は，与えられた記号列には誤りが存在しないことを前提にしているため，画像処理結果から

出力される確率的な（ノイズのある）記号列には対応していない．

これに対して，本研究ではノイズを考慮した行動文法の獲得手法を提案する．提案手法は

ノイズによって劣化されている行動の観測（動作単位の記号列）から，潜在している生成文

法の基本構造を獲得することができる．以下，最初に提案手法の基本的なアイデアについて

述べたのち，提案手法の詳細を説明する．次に提案手法を用いた実験結果を報告し，結びを

述べる．

2. 基本アイデア

いま，人物行動を表す記号列 S が与えられたとする．我々の目標は S の構造を説明する，

簡潔かつ曖昧性の少ない文法を求めることである（aや bは単位行動を表す記号）．

S → a x b y c a b x c y a b c x

文法を学習するためには，記号列から，何らかの規則を持つパターンを探す必要がある．

ただし，記号列にはノイズ記号も含まれているため，パターンを探すのは容易ではない．実

際，上記の S の場合も，ノイズの影響で明らかな規則性が見えない．

まず，ノイズ記号がパターンを隠していると想定すると，ノイズ記号を削除すれば，パ

ターンが見えてくると考えられる．そこで，この記号列に含まれているノイズを発見するた

めには，S の中から任意に記号を削除し，規則性が発見されるかどうかを試してみればよ

い．この例の場合，任意に S の中から yをノイズ記号と仮定する．そして，その仮定のう

えで記号 yを省略すると，以下のような記号列が得られる．

S → a x b c a b x c a b c x

S には部分記号列 c a bが 2回繰返されているが，これではまだ明らかな規則性が見え

ていない．

さらに，もう 1つの記号 xをノイズ記号と仮定すると，今度は記号列が明らかなパター

ン（基本構造）で構成されていることが見えてくる．

S → a b c a b c a b c

すなわち，記号列は部分記号列 a b cを 3回繰り返したものである．新たな規則 Aで S

を置き換えると，より少ない記号数で元の記号列の基本的な構造を表すことができる．

S → A A A

A → a b c

この例では，xと yをノイズ記号と仮定することによって，S の規則性が明らかになり，

簡潔な規則 (A → a b c)が発見された．そして，その発見された規則は，記号列 S を的確

に表現している（曖昧性がないという意味で）．S を的確に表す簡潔な規則が得られた結果

から，xと yは高い可能性で，ノイズ記号である．

3. 準 備

3.1 ノイズの特徴

映像から得られた単位行動の記号列を用いて行動文法を学習する際，2つの要因によるノ

イズが記号列に含まれていると考えられる．

第 1の要因は，画像処理によるシステムノイズである．たとえば，照明変動や物体の遮蔽

による記号の見逃し（削除）や誤検出（挿入）があげられる．このような頻繁に見逃される

記号や誤検出される記号は学習に望ましくない．

第 2の要因は，人物行動に含まれている余分な動きによる挿入ノイズである．人間の行動

を認識するためには重要な単位行動を観察することが重要である．しかし，人物の行動には

ばらつきがあり，認識に重要な単位行動（一次的な単位行動記号）と不要な単位行動（二次

的な単位行動記号）が混在している．この二次的な記号は，重要な一次的な記号の間を埋め

るという特徴を持ち，また不定期に発生する傾向があるため，文法学習の障害となる．

すべてのノイズの種類（削除と挿入）を同時に扱うことは困難であることから，本研究で

は，いくつかの仮定を設ける．

( 1 ) 挿入によるノイズ記号のみを考慮する．

( 2 ) 記号列にはノイズ記号と非ノイズ記号が混在している（ノイズ記号のみ，非ノイズ記

号のみの記号列はない）ことを仮定する．

( 3 ) 記号はノイズまたは非ノイズのいずれかである（1つの記号が同時にノイズと非ノイ

ズにはなれない）と仮定する．

( 4 ) 非ノイズ記号の出現には規則性があると仮定する．

3.2 文脈自由文法を用いた人物行動モデル

冒頭で述べたように，文脈自由文法は人物の階層的な行動を表すモデルに適している．

CFGは 4つの要素の組G = {T,N, S,R}によって定義される．T，N，Rはそれぞれが

終端記号 {t1, . . . , tm}，非終端記号 {N1, . . . , Nn}，生成規則 {R1, . . . , Rp} の集合であり，
開始記号 S は S ∈ Nである．生成規則は A → αという形を持ち，Aは非終端記号，αは

終端記号と非終端記号の記号列を表す．各々の生成規則に確率 P (A → α)が付加される場

合，
∑

k
P (A → αk) = 1を満たす．このような文脈自由文法は確率的文脈自由文法と呼ば
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Context-Free Grammar G

T = {walk, appear, disappear}
N = {S, ENTER, EXIT}
R = {S → ENTER EXIT,

ENTER → appear walk,

EXIT → disappear}

S

ENTER EXIT

appear walk disappear

図 1 文脈自由文法が表す人物行動の階層構造
Fig. 1 An activity (i.e. a sequence of primitive actions) described by a CFG.

れている．

本研究では，終端記号 tは単一の行動（単位行動）を表し，非終端記号 N は（1つもし

くは複数の）単位行動を表している．開始記号 S は 1つの行動シーケンス（行動の記号列）

を表す記号である．したがって，文脈自由文法 Gを用いることにより，人物の行動から得

られる記号列の階層構造を表すことができる（図 1 参照）．

4. 提 案 手 法

このような考えに基づき，提案手法では各々の記号をノイズ記号と仮定し，その仮定を最

小記述長原理で検証する．そして，その検証結果から最も単純かつ曖昧性の少ない文法を導

く，最適な終端記号集合を特定することにより，学習データから基本的な行動文法を得る．

結果，画像処理および人物行動に起因するノイズを含む観測からでも行動文法を獲得するこ

とを実現する．

本章では，前述で紹介した基本アイデアの適用方法を具体的に説明し，ノイズの特徴につ

いて論じたのち，文脈自由文法の応用を説明する．そしてノイズを含んだ行動記号列からの

文法の獲得手法を紹介する．ただし，ここでは映像から得られた記号列を用いた文法獲得に

着目しているため，単位行動記号の抽出方法に対する議論は，本論文の範囲外であるとして

行わない．

訓練データ W 最適文法

仮説の準備Gi
0 合計記述長

仮説文法 Gi

文法の記述長

DL(Gi)

データの記述長

DL(W|Gi)

次の仮説 (i + 1)

図 2 最小記述長原理を用いた文法学習の枠組み
Fig. 2 Flowchart of our MDL-based grammar learning method.

4.1 ノイズ仮説の準備

映像から得られた学習データWから文法を学習するためには，まずノイズ記号を特定し

たい．ここで，学習データWはm個の行動記号列W1 · · ·Wm，行動記号列（行動シーケ

ンス）Wi は k 個の単位行動記号 w1, . . . , wk から形成されているものとする．ノイズ記号

を直接的に探すことは困難であるため，本手法では，各々の記号に対して順番に，ノイズで

あるという仮説を立て，すべての仮説の妥当性を最小記述原理の枠組みで検証する（図 2

参照）．つまり，全数検索を行い，2n − 2の仮説を検証する（nは記号の種類の数）．たとえ

ば，3つの記号種類，a，b，cが与えられた場合，6つの仮説が得られる：{a}, {b}, {c},
{a,b}, {a,c}, {b,c}（{ · }はノイズ記号を表すとする）．
最初に，1つの仮説（たとえば，cがノイズであるという仮説）に対して，仮説を反映し

た文法（以下，仮説文法）を学習するため，ノイズ記号に関する仮説を表現する以下のよう

な初期文法を事前に準備する．
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映像から得られた記号列W:
W = W1W2W3
ただし，
W1 = c a b a a b c
W2 = a b a c c a b
W3 = c a b a a b c c

仮説：
終端記号集合 {c} がノイズ．

仮説を反映した初期文法 G0:
S → 1 ∗ ABAAB ∗ 2ABA ∗ AB 3 ∗ ABAAB∗
A → a
B → b
∗ → c
∗ → ∗ ∗

学習された仮説文法 G:
生成規則 確率
S → C (2/3)
S → D ∗ E (1/3)
A → a (9/9)
B → b (6/6)
C → ∗ D E ∗ (2/2)
D → E A (2/2)
E → A B (3/3)
∗ → c (7/9)
∗ → ∗ ∗ (2/9)

図 3 仮説文法の学習の例
Fig. 3 Example of a single hypothesis grammar.

G0 =

⎧⎪⎪⎪⎨
⎪⎪⎪⎩

N1 → w+
1 , ∗ → w−

1 ,

· · · · · ·
Nu → w+

u , ∗ → w−
v ,

S → W′, ∗ → ∗∗

⎫⎪⎪⎪⎬
⎪⎪⎪⎭

.

初期文法の準備は，学習データWの前処理とも考えられ，Wを仮説を反映した記号列

W′ に変換する処理である．

初期文法G0 の生成規則 Ni → w+
i は非ノイズ記号 w+

i が非終端記号 Ni によって生成さ

れることを表し，この生成規則は w+
i の存在をW′ に残す効果がある（図 3 では，A → a

によって aが Aで置き換えられている）．仮説から得られた u種類の非ノイズ記号に対し

て u個の生成規則を準備する．

次に，生成規則 ∗ → w−
i はノイズ記号 w−

i がノイズを意味する非終端記号 ∗によって生
成されることを表し，この生成規則によりどのノイズ記号も同じ非終端記号で表現すること

ができる．仮説から得られた v 種類のノイズ記号に対して v 個の生成規則を準備する．

生成規則 ∗ → ∗ ∗は隣接するノイズ記号が非終端記号 ∗によって生成されることを表し，
記号列内で隣接するノイズ記号を 1つの非終端記号 ∗で省略する効果がある（図 3 ではす

べての cが ∗で置き換えられ，隣接している cは 1つの ∗にまとめられている）．
最後の生成規則 S → W′ は，仮説の反映した学習データW′ が開始記号 S によって生成

されることを表し，仮説の影響を学習データに反映する．W′ は，Wの各々の単位行動 wi

を，対応する生成規則で置き換えたものである（図 3 のG0 の規則 S を参照）．なお，各記

号列（行動シーケンス）Wi の開始点を示す固有な記号を，先頭に付加する（図 3 では，1，

2，3）．この開始記号は学習後の処理で使用される．

4.2 仮説文法の取得

本節では，前節で構築した初期文法をもとに，文脈自由文法の発見的学習アルゴリズム，

COMPRESSIVE 6) を用いた仮説文法の学習方法を簡単に紹介する．COMPRESSIVEは，

学習データ内に頻繁に出現する部分記号列から新たな生成規則を作り，逐次的に部分記号列

をその生成規則で置き換えて，文脈自由文法を学習する方法である．新しい生成規則を作

るための最適な部分記号列 ν は，文法全体の長さの減少 ΔDLを最大にする部分記号列で

ある．

arg max
ν

{
Mν · Nν − (Mν + 1) − Nν

}
. (1)

ただし，Mν は部分記号列の長さ，Nν は部分記号列の出現回数である（図 4 参照）．なお，

本手法では，生成規則の適用回数を保存することにより，確率的な文脈自由文法の学習に拡

張している（図 3 の文法Gの生成規則には確率が付加されている）．

COMPRESSIVEが収束したのち，生成規則の確率の計算と規則Sの分解を行う．前節で述

べたように規則Sの右辺W′はm個の行動記号列の結合であるため，最後にW′を分ける必要

がある．具体的には，開始記号を用いて，規則 S → W′を個々の規則 S → W ′
1, . . . , S → W ′

n

に分ける処理を行うということである（n ≤ m）．ただし，S → W ′
i は 1種類の行動を表す

規則であるため，重複する規則 S は一回のみ文法に加えられる．各生成規則の確率は出現

頻度の比を用いて式 (2)で計算する．

P (N → νi) =
c(N → νi)∑
j
c(N → νj)

, (2)
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入力記号列：

S → a b c d a b c d b c d a b a b

繰り返しパターン 出現回数 長さ 圧縮
ν Nν Mν ΔDL

b c d 3 3 2
a b c d 2 4 1
a b 4 2 1
c d 3 2 0

(1) 圧縮を最大にする ν で新しい生成規則を作成：

A → b c d

(2) 記号列を新しい生成規則で符号化：

S → a A a A A a b a b

(3) ステップ (1) と (2) を繰り返す

図 4 COMPRESSIVE アルゴリズムの例
Fig. 4 Example of the COMPRESSIVE algorithm.

ただし，c(·)は規則の使用回数，N は任意の非終端記号，規則の右辺 ν は部分記号列（1つ

または複数の記号）を意味する．

4.3 最小記述長原理による仮説文法の評価

本研究の目標は映像から得られた記号列を，簡潔かつ的確に表す文法を探すことである．

この目標を達成するために，最小記述長原理の枠組みを用いて，仮説文法の簡潔さを表現す

る文法記の記述長 DL(G)と文法の表現力を表すデータ尤度の記述長 DL(W|G)を最小に

する最適な文法 Ĝを求める（式 (3)）．シャノンの符号法により，確率変数X の記述長はX

の確率の対数としても表せるため，最小記述長原理を対数の和としても表現できる（式 (4)）．

Ĝ = arg min
G

{ DL(G) + DL(W|G) } (3)

= arg min
G

{− log P (G) − log P (W|G)}. (4)

本手法では，文献 9)で提案された手法を用いて，仮説文法の記述長を計算し，データの

記述長はデータ尤度 P (W|G)から求める7)．次に，この 2つの記述長の計算方法と意味を

説明する．

4.3.1 文法の記述長

最小記述長原理の最初の項は文法の記述長である．DL(G)は文法の簡潔さまたは複雑さ

を表す値であり，間接的にデータの規則性も表している．最小記述長原理の枠組みでは，簡

潔な文法ほど，文法の記述長が短い．

文法の記述長は，文法の構造 GS（たとえば，A → a）と文法のパラメータ ΘG（たとえ

ば，P (A → a) = 0.5）に分けることができる．

DL(G) = − log P (GS , ΘG)

= − log P (ΘG|GS) − log P (GS)

= DL(ΘG|GS) + DL(GS), (5)

さらに，文法構造の記述長 DL(GS)は，各々の生成規則 Rの長さの記述長 DL(lR)と，

記号の記述長 DL(sR)の和として計算する．

DL(GS) =
∑
R∈G

(
DL(lR) + DL(sR)

)
. (6)

生成規則の長さ lR の最小限は 2であり（たとえば，S → aの長さは 2），ほとんどの生

成規則の長さは 2から 5の間であるという性質を持つ．この性質から，lR はポアソン分布

から生起すると近似することができる9)．したがって，DL(lR)を次の式で表す．

DL(lR) = − log
eμμ(lR−1)

(lR − 1)!
. (7)

ただし，μは生成規則の長さの事前平均である（実験では μ = 3）．

文法で使用されている各々の記号は，文法中同じ確率で使用されると仮定すると，1 つ

の記号の記述長は log2 |Σ|ビットとなり（Σは記号の集合），長さ lR を持つ生成規則 Rは

lR log |Σ|ビットの記述長を要する．
DL(sR) = lR log |Σ|. (8)

次に，パラメータの記述長 DL(ΘG|GS)を，パラメータの確率 P (ΘG|GS)から求める．

非終端記号 N は，1 つまたは複数の生成規則の左辺であり（たとえば，S は S → C と

S → D ∗ E の左辺である），左辺 N を持つ生成規則集合RN のパラメータ（確率）は多項

分布 θN である（図 3 では，S のパラメータ θS = (θS→C , θS→D∗E)は ( 2
3
, 1

3
)である）．左

辺 N を持つ生成規則集合RN のパラメータ θN は，どのような値をとるのか事前に分から

ないため，多項分布の事前確率を，一様に分布したディリクレ分布で表す（ディリクレ分布

の妥当性に関する議論は文献 9)を参照）．これにより，パラメータ θN = (θ1, . . . , θn)の確

率 PN (θN |RN)は，式 (9)で表される．
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PN (θN |RN) =
1

B(α1, . . . , αn)

n∏
i=1

θαi−1
i . (9)

ただし，α1, . . . , αn は各生成規則確率の事前重み，正規化項の B は多変量ベータ関数であ

る．なお，事前重み αi は i番目の生成規則が実行される確率の事前の期待値である．具体

的には，θi の事前の期待値は αi
α0
であり，α0 =

∑
i
αi は事前重みの合計値である．なお，

文献 9)と同様，どの生成規則も同じ確率を持ち，各々の確率の事前期待値も等しいとする．

そのため，各々の生成規則の確率 θi は一様に分布しており，合計値は α0 = 1 で，各々の

αi は同じ値を持つものとして扱う．

最後に，各々の非終端記号 N のパラメータ記述長の和をとることによって，文法全体の

パラメータ記述長が次の式から得られる．

DL(ΘG|GS) =
∑
N∈Σ

− log PN (θN |RN). (10)

4.3.2 データ尤度の記述長

小さい記述長を持つ仮説文法は簡潔である反面，表現力に欠けている場合も多く，その表

現力を評価することが必要である．最小記述長原理の式 (3)の第 2項はデータ尤度の記述長

DL(W|G)であり，データを詳細に記述できる文法に高い評価を与えるものである．逆に，

データ尤度の記述長を，文法の曖昧性に対するペナルティ値と見なすこともできる．曖昧性

がない文法の記述長は 0であり，曖昧性が高いはど，文法の記述長が大きくなる．

文法Gが与えられたときの行動記号列W の尤度 P (W |G)は，一般的に内側アルゴリズ

ムで求めるが，本手法で学習された文法はチョムスキー標準形ではないため，Pynadath 7)

らが提案したベータ確率を用いて求める（付録 A.1 参照）．

すべての記号列（学習データ）の尤度 P (W|G)は式 (11)で求まる．最後に式 (12)で尤

度を記述長に変換する．

P (W|G) =

n∏
i=1

P (Wi|G), (11)

DL(W|G) = − log P (W|G). (12)

これで，各々の仮説文法Gの文法記述長とデータ尤度の記述長を計算し，最適な文法 Ĝ

が合計記述長 DL(G|W)を最小にする文法として得られる．

5. 実 験

最初の実験では既知の文法を用いて，人工的にノイズを含んだ学習データを生成し，正解

文法を学習するための条件を明確にする．2つ目の実験では実用例を通して本手法の有用性

を示す．

5.1 人工データによる実験

3.1 節で述べた 4つの仮定を満たす様々な文法を作成し，その文法で学習データを作成し

た．文法作成およびデータ作成に使用した条件は以下のとおりである．

1つ目の条件は文法が表現できるパターンの数である．1種類のパターンのみを記述する

文法（S 規則が 1つ），2種類のパターンを記述する文法（S 規則が 2つ），そして 3種類

のパターンを記述する文法（S 規則が 3つ）を準備した．ただし，1つの文法から生成され

るパターンは同じ非ノイズ記号で形成され，記号の順番が異なる．図 5 では 2種類の記号

列パターンを生成する文法の例を示す．

2 つ目の条件は文法のノイズ記号と非ノイズ記号の数の比率である．記号の数を 6 個か

ら 10 個に変え，ノイズ記号と非ノイズ記号の比率も変えながら評価した．ノイズ記号は

INSERT 規則により記号列に挿入した．

3つ目の条件は学習データの大きさである．生成文法を用いて，ランダムにサンプル記号

列を生成し，サンプル記号列の数 dを変えて，提案手法を評価した．サンプル記号列の数

S → EN ACT EX (0.5)

S → EX ACT EN (0.5)

EN → A (0.5)

EN → A INSERT (0.5)

EX → B (0.5)

EX → B INSERT (0.5)

ACT → C (0.5)

ACT → C INSERT (0.5)

A → a (1.0)

B → b (1.0)

C → c (1.0)

INSERT → nd (0.333)

INSERT → ne (0.333)

INSERT → INSERT INSERT (0.334)

図 5 3 つの非ノイズ記号（a，b，c）と 2 つのノイズ記号（nd，ne）を含む 2 パターン文法（挿入ノイズ）
Fig. 5 Two pattern grammar with 3 non-noise symbols and 2 noise symbols (insertion noise).
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は d = 50，150，300，500，1000の大きさで評価を行った．

5.1.1 挿入ノイズを含むデータ

各々の生成文法に基づく人工的学習データの解析結果を表 1 に示す．「Pat」は文法が生

成できる記号列パターンの数，「Non-noise」は非ノイズ記号の数，「Noise」はノイズ記号

の数，d は学習データ（サンプル記号列）の数である．結果は，1 つの条件設定に対して，

正解文法のランクで示したものであり，正解文法が本手法の最適解として得られた場合，正

解文法のランクは 1になる．

ノイズ記号の数が増えても正解文法のランクはそれほど変わらないことから，正解文法

を得るために必要なサンプル記号列の数はノイズ記号の数ではなく，生成可能なパターン

（pat）の数と非ノイズ記号（non-noise）の数に依存していることが分かる．よって，生成

文法が表現できるパターンの数が増えるほど，より多くの学習データが必要となり，非ノイ

ズ記号の数が増えるほど，正解文法を得るために必要なサンプル記号列の数が増加する．

学習データの数が十分である場合，正解文法が 1位にランクしている一方，学習データの

数が十分ではない場合，正解文法より小さい文法が最適文法として得られてしまう．たとえ

ば，表 2 では，正解文法は 3 にランクしており，最適文法（ランクが 1）としては，正解

の非ノイズ記号の部分集合 (a, b)を使用した文法が得られている．ここでは，学習データの

数が不十分であり，式 (3)におけるデータ尤度の記述長の項に比べ文法記述長の項の影響が

支配的となり，結果的に小さい文法がより小さい記述長を得ている．学習データが不足して

いる場合の対応策に関して 5.1.3 項で紹介する．

5.1.2 システムノイズを含むデータ

本手法では挿入ノイズ，すなわち，余分な動作によって挿入された動作記号を前提として

いるが，ここではシステムノイズの影響を簡単に調べる．前項と同様に 3つの条件のもと

で，複数の生成文法を提案手法で解析した．ただし，INS（挿入）規則に加え，SUB（置

換）規則と削除規則を導入し，より複雑なノイズをサンプル記号列に含むこととする．記

号の置換えは削除と挿入の組であり，非ノイズ記号がノイズ記号または他の非ノイズ記号で

置き換えられることを意味する．図 6 で示している文法では，非ノイズ記号の置き換えが

10%の確率で起こることになっている．前項の実験と同様に，生成文法の条件と解析結果

を表 3 に示す．

挿入ノイズを含んだデータの解析結果と同様に，正解文法の獲得に必要な学習データの数

は，生成文法の複雑度に比例している．しかし，図 1 と図 3 を比べると，正解文法を獲得

するために必要な学習データの数は，挿入ノイズよりシステムノイズの方が多いことが分

表 1 人工データによる実験結果（挿入ノイズ）
Table 1 Results using artificial data (Insertion noise).

Number of samples (d)

d = 50 d = 150 d = 300 d = 500 d = 1000

Patterns non-noise noise Rank

1 3 3 3 1 1 - -

1 3 4 3 1 1 - -

1 3 5 3 1 1 - -

1 3 6 5 1 1 - -

1 3 7 4 1 1 - -

1 4 3 12 4 1 1 1

1 4 4 15 4 1 1 1

1 4 5 11 4 1 1 1

1 4 6 14 4 1 1 1

1 5 3 30 15 5 1 1

1 5 4 34 15 5 1 1

1 5 5 54 15 5 1 1

2 3 3 11 4 1 1 -

2 3 4 12 4 1 1 -

2 3 5 28 4 1 1 -

2 3 6 8 4 1 1 -

2 3 7 30 4 1 1 -

2 4 3 25 11 5 1 1

2 4 4 49 11 5 1 1

2 4 5 28 11 5 1 1

2 4 6 65 13 5 1 1

2 5 3 55 35 16 6 1

2 5 4 91 43 16 6 1

2 5 5 242 34 16 6 1

3 3 3 23 5 1 1 -

3 3 4 28 5 1 1 -

3 3 5 28 6 1 1 -

3 3 6 84 7 1 1 -

3 3 7 177 7 1 1 -

3 4 3 37 26 11 4 1

3 4 4 71 18 11 4 1

3 4 5 102 43 11 4 1

3 4 6 213 89 10 3 1

3 5 3 85 69 26 16 5

3 5 4 87 80 30 16 5

3 5 5 181 136 27 17 5
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表 2 ランク付けされた仮説文法．正解文法は太字で示す
Table 2 Ranked hypothesis grammars. True grammar marked in bold.

Rank Symbols DL(G) DL(W |G) Total

1 a b 2 117.85 487.04 604.89

2 a c 2 126.81 489.01 615.82

3 a b c 3 348.69 327.84 676.52

4 b c 2 187.57 517.32 704.89

5 a 1 85.58 689.34 774.92

6 c 1 89.69 703.08 792.77

7 b 1 113.80 758.57 872.37

8 a ne 2 362.22 622.20 984.42

9 a nd 2 403.36 604.69 1008.05

10 1 70.82 942.46 1013.28

11 nd 1 223.37 826.17 1049.53

12 ne 1 223.37 854.10 1077.46

13 a c ne 3 664.92 415.79 1080.71

14 c nd 2 540.10 566.35 1106.45

15 c ne 2 512.91 604.70 1117.61

16 a c nd 3 749.00 399.35 1148.35

17 a b nd 3 774.74 397.38 1172.12

18 a b ne 3 758.90 422.24 1181.14

19 b nd 2 608.16 636.22 1244.38

20 b ne 2 608.30 675.64 1283.94

21 b c nd 3 981.49 398.73 1380.22

22 b c ne 3 999.61 422.70 1422.31

23 a b nd ne 4 1268.58 260.39 1528.97

24 a b c nd 4 1300.13 257.39 1557.52

25 a b c ne 4 1300.13 257.39 1557.52

26 a c nd ne 4 1300.13 257.39 1557.52

27 b c nd ne 4 1300.13 257.39 1557.52

28 a b c nd ne 5 1300.13 257.39 1557.52

29 nd ne 2 885.68 706.60 1592.28

30 a nd ne 3 1145.23 489.99 1635.22

31 b nd ne 3 1151.62 487.99 1639.61

32 c nd ne 3 1280.75 377.39 1658.15

かる．

5.1.3 不十分な学習サンプル数

学習データ数が不十分である場合，正解文法のデータ尤度（表現力)は評価されず，少な

い数の記号を使用する単純な文法が優先されてしまう．この問題に対し，先行研究ではデー

タ乗数 λの導入が提案されている8),9)．

S → EN ACT EX (0.5)

S → ACT EX EN (0.5)

EN → A (0.45)

EN → A INS (0.45)

EN → SUB (0.10)

EX → B (0.45)

EX → B INS (0.45)

EX → SUB (0.10)

ACT → C (0.45)

ACT → C INS (0.45)

ACT → SUB (0.10)

A → a (1.0)

B → b (1.0)

C → c (1.0)

INS → nd (0.25)

INS → ne (0.25)

INS → nf (0.25)

INS → INS INS (0.25)

SUB → nd (0.30)

SUB → ne (0.30)

SUB → nf (0.30)

SUB → A (0.0333)

SUB → B (0.0333)

SUB → C (0.0334)

図 6 二種類のパターンを生成する文法（3 つの非ノイズ記号と 3 つノイズ記号）
Fig. 6 Two pattern grammar with three non-noise symbols and system noise.

表 3 人工データの実験結果（システムノイズ）
Table 3 Results with synthetic data (inherent insertion and system noise).

Number of samples (d)

d = 50 d = 150 d = 300 d = 500 d = 1000

Patterns non-noise noise Rank

1 3 3 12 3 1 1 1

2 3 3 15 7 4 2 1

3 3 3 23 17 7 4 1

λDL(G) + DL(W|G). (13)

本手法では λを文法の事前重みと呼ぶことにする．λが大きいときには，単純な文法が優

先され，一方，λが小さいときには，データを詳細に説明する複雑な文法が優先される．

前項で解析したシステムノイズを含んだ学習データを用いて事前重みの逆数を1 ≤ λ−1 ≤ 20
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図 7 重み λ 値による正解文法のランクの変動．データラベルの 2-3-3-50 は，2 種類のパターン，3 個の非ノイズ
記号と 3 個のノイズ記号，という特徴を持つ文法から得られた，50 個のサンプル記号列の解析結果を意味する

Fig. 7 Rank of the true grammar for different values of λ. Data label 2-3-3-50 represents the results

from a grammar with 2 patterns, 3 non-noise symbols and 3 noise symbols used to create 50

data samples.

に変えた場合の正解文法のランクの変動を図 7 に示す．解析データに関しては，正解文法

はランク 3以内であることから，λ−1 = 3が最適値である．このように，事前重み λを導

入することにより，学習データが多少不足している場合でも，正解文法を獲得することが可

能となる．当然ながら，文法の複雑さにより，不十分な学習データから正解文法が得られな

いこともある．

5.2 実データによる実験

実データを用いて本提案手法の有用性を検証するために，某店舗内のレジ上に監視カメラ

を設置し，人物行動の文法学習を行った．図 8 に表示されているように，CCDカメラをレ

ジの上部に設置し，店員と客の行動パターンを映像として録画した．

本実験では色情報を用いて複数の物体（手やトレイやお金等）を検出し，10種類の単位

図 8 頭上の CCD カメラを用いて取引行動を録画
Fig. 8 Overhead CCD cameras used to record purchase transactions.

行動（終端記号）を出力するプログラムを準備した．手とトレイの検出例を図 9 に示す．プ

ログラムから得られた単位行動記号の説明を表 4 に示す．映像の処理はオフラインで行い，

映像データ中の 60人の取引から，60個のサンプル記号列が自動的に得られた．ただし，各

取引（各々の記号列Wi）の分割は手で行った．記号列の最大長は 11で，最小長は 3であ

り，すべての記号列を合わせて長さ 429個の記号が得られた．この記号列を入力（学習デー

タ）として，解析を行った．

各々のノイズ仮説に対して，学習データから仮説文法を学習し，最小記述長原理に基づ

き，仮説文法を評価した．具体的に，10種類の記号で生成される 1022のノイズ仮説を評価

し，全数の合計記述長を計算した．

既知の生成文法を持つ人工データから得られた最適文法の評価は簡単である一方，未知の

生成文法を持つ実データから得られた最適文法の真偽評価は困難である．実データから得
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図 9 画像処理によって 10 種類の単位行動記号を抽出
Fig. 9 Ten primitive actions extracted from the image processing module.

表 4 基本動作（終端記号）の定義
Table 4 Definition of primitive actions (terminal symbols).

終端記号 記号の意味
1 C AdMon お客がトレイにお金を置く
2 C MvTry お客がトレーを動かす
3 C RmMon お客がトレイからお金を取る
4 E HndRtn 店員の手がしばらくしてから戻る
5 E Intrct 店員がお客とやりとりをする
6 E MvTry 店員がトレーを動かす
7 E RmMon 店員がトレイからお金を取る
8 E RtnScn 店員がスキャナを返す
9 E TkRcpt 店員がレシートを取る
10 E TkScn 店員がスキャナを取る

られた最適文法の評価が困難である理由の 1 つとしては，複数の正解文法が存在すること

が考えられる．たとえば，機械学習による文書要約の研究でも同様な問題が見られ3), 1つ

の文を要約する際に，複数の正解要約文が存在する可能性がある．Knightら3) は複数の上

位に並んだ要約文をユーザに示し，最終決断をユーザに委ねることを提案している．また，

要約文の単語数を固定し，同じ単語数を使用した要約文候補の中から最適なものを選ぶ方法

も提案している．本手法の実用においては同様に文法を選択することができると考えられる

が，定量的な評価を行うためには 1つの最適文法を決めることが必要である．したがって，

以下の実験では同じ記号数を使用した文法ごとの最適な文法（候補文法）をリストに示し，

図 10 文法の記述長とデータ尤度記述長の変動度合．データ尤度の記述長より文法の記述長が広範囲に変動する
（エラーバーが記述長の最大値と最小値の範囲を示す）

Fig. 10 Imbalance between description lengths - Range of the grammar description length is consis-

tently larger than the range of the likelihood description length (error bars shows range of

description length).

最小記述長を持つ文法を最適文法として 1つを選択する．

実データのサンプル数（60個）が少ないため，学習データが不十分である可能性が高い．

なお，実データの特徴としては，人工データと異なり，文法記述長の分散の範囲がデータ尤

度の記述長の分散範囲より大きく，使用する非ノイズ記号の数により，分散範囲の差も異な

る（図 10）．これらの原因としては，実際の行動文法は 5.1 節の人工文法と比べて複雑で

あり，潜在している生成文法が出力できるパターンが多いことが考えられる．

今回の実験では，文法の記述長とデータ尤度の記述長を平等に考慮した学習文法が望まし

いため，以下のような非ノイズ記号の数に依存する事前重み λx を導入した．

λx =
DLmax(W|Ga

x) − DLmin(W|Gb
x)

DLmax(Gc
x) − DLmin(Gd

x)
(14)

ただし，Gx は x個の非ノイズ記号を使用する仮説文法であり，λx は x個の非ノイズ記号
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表 5 上位に現れた候補文法．最適文法は太字で表示
Table 5 Top ranking candidate grammars. Optimal grammar marked in bold.

x Non-noise Sym λx λxDL(G)+DL(W|G)

1 E TkScn 0.383 1279.0016

2
E RtnScn

E TkScn 0.2897 1160.7076

3

E RtnScn

E TkRcpt

E TkScn 0.3096 1140.0563

4

C MvTry

E RtnScn

E TkRcpt

E TkScn 0.3847 1211.0414

5

C MvTry

C RmMon

E RtnScn

E TkRcpt

E TkScn 0.4246 1260.2536

6

C MvTry

C RmMon

E MvTry

E RtnScn

E TkRcpt

E TkScn 0.4859 1353.1436

7

C AdMon

C MvTry

C RmMon

E MvTry

E RmMon

E RtnScn

E TkScn 0.5335 1523.8244

8

C MvTry

E HndRtn

E Intrct

E MvTry

E RmMon

E RtnScn

E TkRcpt

E TkScn 0.6228 1784.4875

表 6 最小記述長で選ばれた学習文法（3 つの非ノイズ記号を使用）
Table 6 The selected optimal grammar (using 3 non-noise symbols).

S → D (0.02) D → L ∗ (1.000)

S → H (0.16) E → ∗ C (1.000)

S → G (0.18) F → A ∗ (1.000)

S → N ∗ (0.04) G → C D (1.000)

S → J (0.13) H → E D (1.000)

S → Q (0.05) I → ∗ B ∗ (1.000)

S → ∗ (0.02) J → C F (1.000)

S → N (0.02) K → ∗ D (1.000)

S → R (0.05) L → F B (1.000)

S → J B (0.02) M → C ∗ (1.000)

S → M L (0.04) N → E A B (1.000)

S → M A H (0.02) O → E ∗ (1.000)

S → C K (0.04) P → E I (1.000)

S → C A M F (0.02) Q → E K (1.000)

S → O F (0.02) R → E L (1.000)

S → M (0.02)

S → O L (0.02) ∗ → ∗ ∗ (0.309)

S → O (0.02) ∗ → C AdMon (0.153)

S → P (0.05) ∗ → C MvTry (0.006)

S → I (0.04) ∗ → C RmMon (0.003)

S → K (0.04) ∗ → E HndRtn (0.080)

A → E RtnScn (1.00) ∗ → E Intrct (0.275)

B → E TkRcpt (1.00) ∗ → E MvTry (0.028)

C → E TkScn (1.00) ∗ → E RmMon (0.147)

を用いた，すべての仮説文法の正規化係数である．DLmax(Gc
x)は記述長を最大にする仮説

文法 Gc
x を用いたときの記述長である．このような事前重みは文法の記述長とデータ尤度

の記述長の分散を強制的に同じにし，文法の記述長とデータ尤度の記述長を平等に考慮した

学習文法が得られる．

評価から得られた，最適文法を含む，上位の候補文法を表 5 に示す．数少ない非ノイズ

記号で形成されている文法（表 5 の x = 2）は簡潔である一方，データに対する表現力が

低いためデータ尤度の記述長が増加し，合計記述長が最小ではない．その反面，数多い非ノ

イズ記号を利用している文法（表 5 の x = 5）は行動記号列を細かく表現する能力がある

ものの，文法は複雑であり，文法の合計記述長も最小ではない．

最適解として得られた文法（表 5 の x = 3）は簡潔かつ曖昧性の低い文法であることが分

かる．最適文法を表 6 に示す．学習された文法は，10種類の記号の中から，非ノイズ記号
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... TookScan ReturnScan ... TookReceipt ...

∗ C A ∗ B ∗

E F

L

D

H

S

図 11 学習データに頻繁に現れた行動の構文木
Fig. 11 Parse tree of a common structure found in the training data.

E RtnScnと E TkRcptと E TkScn を用いて，数少ない記号で，取引行動を簡潔に記述して

いる．

さらに，ここで使用されている記号は，いずれも店員の単位行動であるということにも注

目されたい．取引行動を的確に表すために，最も規則性のある店員の行動が学習文法で使用

されている．客の不規則な行動と比べて，規則性の強い店員の行動パターンが得られている

ことは理にかなっている．

学習データに頻繁に観察された取引行動H の構文木を図 11 に示す．図 11 の構文木から

「店員は取引の前半（非終端記号 E）では何らかの行動を行い（∗），スキャナを取る（C）．

後半（非終端記号 D）ではスキャナを返し（A），領収書を発行する（B）」という行動が，

学習された文法で，説明されているのが分かる．つまり，学習された文法は，一次的な記号

の基本構造を的確に表現し，二次的な記号はノイズ記号 ∗として構造内で省略している．

6. 結 び

本論文では，人物行動をノイズを含む記号列として扱い，行動の基本構造を学習する枠

組みを提案した．各記号の組合せに対して，その記号集合がノイズであるという仮説を立

て，その仮説を最小記述長原理で評価した．最小記述長の枠組みでは，仮説文法の簡潔さ

と，データに対する文法の表現力の両方を評価し，仮説文法の妥当性を計った．実験では，

人工データを用いて正解の生成文法が得られる条件を明確にし，さらに，実データを用いて

文法の簡潔さと表現力を考慮した行動文法が得られた．

今後の研究の展開として，2つの課題がある．

1つ目は計算量の課題である．本手法では，仮説の全数検索を行ったが，記号の種類が増

えるにつれ，仮説の数が指数的に増加するため，他の検索方法を検討する必要がある．たと

えば，n − 1の非ノイズ記号を用いる仮説から高く評価された仮説を選び，次に来る n − 2

個の非ノイズ記号の仮説評価は，その高く評価された仮説の部分仮説のみを評価するといっ

た方策が考えられる．

2つ目の課題は，行動文法のモデルの選択である．文脈自由文法は，一次的なモデルと比

べて，表現力が高いが，文脈自由文法には表現できない行動もある．たとえば，重なり合う

行動や，同時に起こる行動は現在の枠組みでは表現することができない．次の段階として他

のモデルの導入も考えなければならない．
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付 録

A.1 記号列の尤度計算

ベータ確率を用いた記号列の尤度計算について簡単に紹介する（詳細は文献 7)を参照）．

まず，ベータ確率 β(N, i, j, k) は記号 N が記号列 wi, . . . , wi+j を生成する確率（尤度）

を表し，N，i，j，kをインデックスとするテーブルとして表現することができる．ここで

は，動的計画法を用いて記号列W = {w1, . . . , wjmax}（jmax > 1）と文法 Gからベータ

確率のテーブルを逐次的に構築する．

β(N, i, j, k) = P (N ⇒ wi, . . . , wi+j |G) (15)

ただし，iは記号列の開始点，j は記号列 wi, . . . , wi+j の長さ，kは非終端記号 N の抽象度

である．N をルートとする構文木の各ノードの開始点 i，長さ j と抽象度 kを図 12 で示す．

抽象度 k は記号列 wi, . . . , wi+j を生成するために，ルート N から連続的に生成される

N (1,2,2)

E (1,2,1)

w1 (1,1,1)
w2 (2,1,1)

図 12 構文木のノードの指数．指数は (i,j,k)

Fig. 12 Indices of a parse tree. Indices are given as (i,j,k).

抽象規則の数�1であり，ここでいう抽象規則は，N → N ′ のような形を持つ生成規則であ

る．たとえば図 12 では，非終端記号 N と記号列 w1w2 の間には N → E という抽象規則

があるので，N の抽象度 kは 2である．一方，E からは抽象規則が生成されていないので

k = 1である．

テーブル構築の初期化段階では，記号列W の各記号 wi に対する β(wi, i, 1, 1)に初期値

を与える（1 ≤ i ≤ jmax）．具体的に，記号列の各記号 wi のベータ確率 β(wi, i, 1, 1) = 1.0

に設定し，それ以外の記号 V のベータ確率は β(V, i, 1, 1) = 0に設定する．

次は j = 1，k = 2で，各々の i（1 ≤ i ≤ jmax）に対して，文法の各々の非終端記号 N

のベータ確率を以下の式で計算する．

β(N, i, 1, 2) = P (N → wi)β(wi, i, 1, 1). (16)

当然ながら，N → wi のような規則を持たない非終端記号のベータ確率は 0である．

次は j = 2に固定し，k = 1の場合，各々の i（1 ≤ i ≤ jmax − 1）に対して，各々の非

終端記号 N のベータ確率を逐次的に以下の式で計算する．

β(N, i, 2, 1) = P (N → NaNb)β(Na, i, 1, 2)β(Nb, i + 1, 1, 2). (17)

k = 2の場合，

�1 厳密には連続的に生成される抽象規則の数足す 1.
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β(N, i, 2, 2) = P (N → Na)β(Na, i, 2, 1).

(18)

上記と同様，N → NaNb または N → Na のような規則を持たない非終端記号のベータ

確率は 0である．

以後，j = 3, . . . , jmax に対して，各々の非終端記号のベータ確率を以下の式で計算する．

k = 1の場合，

β(N, i, j, 1) =
∑
N→ν

P (N → ν)
∑

{(jt,kt)}m
t=1

m∏
t=1

β(N t, it, jt, kt). (19)

ただし，生成規則 N → ν の右辺は記号列 ν = N1, . . . , Nm であり（1 ≤ m ≤ j），

{(jt, kt)}m
t=1 は

∑m

t=1
jt = j を満たすようなすべての組合せの要素である．たとえば，

j = 3 であり，N → NaNb の場合，規則の右辺の記号が生成できる長さの組合せ

(jt, kt) は {(1, 1), (2, 1)}, {(1, 1), (2, 2)}, . . . , {(2, 2), (1, 2)} 等，8 つの組合せがあり，要

素 {(1, 1), (2, 1)}は Nj=3,k=1 が Na
j=1,k=1 と Nb

j=2,k=1 を生成することを意味する．

k = 2の場合，

β(N, i, j, 2) =
∑

N→Na

P (N → Na)β(N ′, i, j, 1).

(20)

記号列W の尤度は以下の式で求まる．

P (Wi|G) =

2∑
k=1

β(S, 1, jmax, k) (21)
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